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Ozet— Kolektif 6greniciler diger bir adiyla siniflandiric1 topluluklari, simiflandirmadaki dogruluk oramini artirmak icin
kullanilan yeni ve yaygin bir yapay 6grenme yontemidir. Literatiirde 6nerilmis birgok kolektif 6grenme metodu vardir.
Bu 6greniciler dnceden hazirlanmis olan etiketli veri setleri iizerinde egitilerek bir siniflandirma modeli olustururlar. Veri
setleri icerisinde bulunan her bir sinif tiiriine ait drnek sayilart her zaman dengeli olamayabilir. Ayrica dengesiz sinif
dagilimlarin bulundugu veri setleri iizerinde siniflandiricilar istenilen diizeyde performans gosteremeyebilir. Bu
calismada, yiiksek basari gostermesi beklenen 6grenici topluluklarinin dengesiz sinif dagilimlarina sahip veri setleri
iizerindeki siiflandirma basarilar1 analiz edilmeye g¢alisilmistir. Yapilan deneysel uygulamalarda Karar Agaglari,
Bagging, Boosting, Random Subspaces, Dagging ve Decorate yontemleri belirlenen veri setleri {izerinde denenmistir.
Yapilan istatistiksel analizlerde en basarili siniflandirict toplulugunun Boosting yontemi ile elde edildigi goriilmistiir.
Ayrica kolektif 6grenicilerin basar1 ve basarisizliklarinin nedenleri tizerinde bazi degerlendirmeler yapilmistir.

Anahtar Kelimeler — Kolektif 6greniciler, dengesiz veri setleri, performans analizi.

Performance Analysis of Ensemble Methods on Imbalanced
Datasets

Abstract— Ensemble learners, in other words collective classifiers are commonly used in order to increase the classification
accuracy. Many collective learning methods in the literature have been proposed in recent years. A classification model is
created by these learners whom have been trained on the predefined labeled datasets. The distribution of class samples in
a dataset may not be always distributed evenly. In addition, the classifiers may not give an accurate classification results
over those types of datasets. In the present study, the performance analysis of some ensemble methods over imbalanced
datasets has been performed. In the experimental applications, the ensemble methods of Bagging, Boosting, Random
Subspaces, Dagging and Decorate methods have been applied to the selected benchmark datasets. In the statistical part, the
most successful ensemble method has been Boosting. Additionally, some assessments over the failure and success of the
ensemble methods have been done.

Keywords — Ensemble methods, imbalanced datasets, performance analysis.

1. GIRiS INTRODUCTION)

Siniflandirma yontemleri makine dgrenmesi, sekil tanima
ve veri madenciligi alanlarinda  kullanilmaktadir.
Literatiirde One siiriilmiis birgok yontem vardir. Karar
agaclari, destek vektor makineleri, ¢ok katmanl
algilayicilar, en yakin komsuluk algoritmalar1 en c¢ok
kullanilan ve bilinenleridir. Bu tiir algoritmalar tekil
ogreniciler (base learner) olarak adlandirilir ve belirli bir
veri seti ile egitilerek siniflandirmama asamasinda
kullanilirlar.

Son yillarda tekil Ogrenicilerden olusturulmus degisik
siniflandirict  topluluklart  bilimsel ¢alismalarda 6ne
siiriilmiistiir. Kolektif 6greniciler olarak da adlandirilan
siniflandirict topluluklari, siniflandirma asamasinda tekil
Ogrenicilere gore daha yiiksek bir basar1 oran1 sunduklari
icin tercih edilmektedir ve genis bir kullanim alanina
sahiptirler. Kolektif yontemlerin temel mantiginda
siiflandiricilarin  kararlarinin  birlestirilmesi ve komite
kararinin olusturulmasi vardir.

Belirli bir veri seti iizerinde islem yapan siniflandiric
toplulugunda kimi zaman birbirinden farkli siniflandirict
yontemleri  kullanmildigr gibi kimi zaman da aym
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siniflandirict farkli parametrelerle de egitilebilir. Bazen
ayni egitim setinin bazi drnekleri segilerek yeni egitim
setleri olusturulur bazen de aym egitim setinin bazi
Oznitelikleri segilerek yeni egitim setleri olusturulur.

Gergek hayatta bazi problemlerin ¢ézlimii i¢in yapay karar
destek sistemlerinden faydalanilmak istenir. Bu durumda
siniflandiricilar kullanilir. Siniflandirict mekanizmalart i¢in
hazirlanan veriler dengeli olmayabilir. Bir veri setinde her
smiftan hemen hemen ayni sayida drnegin bulunmasi yani
dengeli bir dagilimin saglanmigs olmas: beklenen bir
durumdur. Fakat bunun aksinin oldugu durumlarda yani
dengesiz veri kiimelerinde (imbalanced or skewed dataset),
smiflandiricilar  egitilirken 6rnek sayisinin  ¢ogunlukta
oldugu smif kiimesine dogru bir egilim gosterir. Diger bir
deyisle siniflandiricida 6rnek sayist fazla olan simif etiketi
ile egitilecegi igin sistemde bir 6nyarg1 (bias) olusmaktadir.
Ayrica azmlikta olan sinif etiketi ile simiflandirict kendini
yeterince egitemedigi i¢in ilerleyen asamalarda basarili
simiflandirma yapamamaktadir. Esasen bu istenmeyen bir
durumdur. Bu gibi durumlarda siiflandiricinin her bir sinif
etiketi i¢in yiiksek basar1 gostermesi beklenmektedir.

Literatiirde dengesiz veri setleri {izerinde yapilan bazi
calismalar ve Onerilen degisik yoOntemler vardir. Bir
calismada dengesiz veri kiimeleri i¢in en uygun dgrenme
yonteminin nasil olmasi gerektigi Onerilmistir [1]. Bu
calismada klasik siniflandirict yontemlerin dogal olarak
dagilimin fazla oldugu siif tiirlerine dogru yodneldigi
vurgulanmig ve bu problemin giderilmesi ic¢in bilinen
yontemler birlestirilerek kullanilmustir.

Bu alanda yapilmis kapsamli bir aragtirma “Learning from
Imbalanced Data” isimli bir makalede yer almaktadir [2].
Bu ¢alismada dengesiz verilerin hangi yagamsal alanlarda
bulundugu incelenmis, bilgi kesfinin bu gibi durumlarda
nasil yapilmas: gerektigi tespit edilmis ve Ogrenme
isleminin agamalari ile ilgili 6neriler sunulmustur. Ayrica
performans analiz yontemlerinin neler olabilecegine yer
verilmistir.

Konu ile alakali bir bagka ¢alismada Borderline-SMOTE
yontemi Onerilmistir [3]. Bilinen SMOTE (Synthetic
Minority Oversampling Technique) yonteminde dengesiz
veri dagiliminin bulundugu simif tiirii yapay olarak ¢ogaltilir
ve dengelenme bu sayede gergeklestirilir. Borderline-
SMOTE metodunda ise azinlikta bulunan sinif tiiriine ait
orneklerin olusturdugu kiimelerin sinir gizgilerinde bulunan
ornekler SMOTE ile g¢oklanmistir. Yaptiklart deneysel
uygulamada Borderline-SMOTE yo6nteminin daha yiiksek
basar1 sagladig1 belirtilmigtir.

Destek vektor makinelerinin (SVM) bu tiir veri setlerine
nasill uygulanmasi gerektigi bir baska c¢aligmada
incelenmistir [4]. Baz1 hazir ve ortak kullanima agik veri
setleri tizerinde denemeler yapilmistir. Dagilimi diger sinif
tiirlerine gore az olan oOrnekler ¢ogaltma (resampling)
yontemiyle dengeli bir dagilim gercgeklestirilmeye
calisgitlmistir. Ayrica kullanilan SVM yontemi SMOTE
algoritmasiyla kiyaslanmustir.

Dengesiz veri kiimelerinde smif tilirlerine ait simif
¢izgilerinin nasil belirlenecegi ile ilgili oneriler baska bir
caligmada sunulmustur [5]. Bu ¢alismanin asil amaci SVM
smiflandiricisinin en yiiksek performansta caligsabilmesi
icin bu tiir veri setlerinin nasil ele almmas1 gerektigi
konusunda bazi 6l¢iitlerin belirlenmesini olmustur.
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Bu alanda yapilan son ¢aligmalardan birinde [6] veri setinde
bulunan azinlktaki 6rneklerin sayisinin artirilmast ile ilgili
RUS (Random Under-Sampling) gibi degisik yontemler
incelenmistir. Orneklerin ¢ogaltilmasi ile veri setinde elde
edilmeye caligilan dengenin ne diizeyde olacag: ile ilgili bir
de otonom bir sistem Onerilmistir. Ayrica DCS
(Contribution Sampling Method) ismi verilen bir yontem ile
yapilan drnek ¢ogaltma isleminde SVM smiflandiricisinin
performanst ROC (Receiver Operating Characteristic)
egrileri ile test edilmis ve kiyaslanmistir.

Ayrica yayinlanan baska bir makalede [7] 6rnek tabanli bir
siiflandirict  olan A-NN algoritmas1 ile olusturulan
AdaBoost yonteminin, ikiden fazla sif tiirii barmdiran
dengesiz veri setleri iizerinde nasil kullanilacag ile ilgili bir
calisma gergeklestirilmistir. Yapilan basarim analizleri 19
veri seti {izerinde ROC egrisi altinda kalan alanin (AUC)
hesaplanip karsilagtirilmast ile yapilmustir. Denetimli
Oznitelik secim yontemlerinden biri olan BPSO (Base
Particle Swarm Optimization) modelinin kullanildigt
calismada AUC olgiitii de uygunluk fonksiyonu olarak
tercih edilmistir.

2016 yili igerisinde yayimlanan baska bir ¢aligmada ¢ok
siniflt dengesiz veri kiimeleri i¢in lokal 6zellikleri baz alan
adaptif bir model Onerilmistir [8]. AMCS (Adaptive
Multiple Classifier System) ismini verdikleri modelde
hemen hemen her tiirdeki dengesiz veri setleri i¢in bagarili
bir siniflandirma yapabildikleri belirtilmistir. Dengesiz veri
setlerinin kategorilere ayirirken drnek sayilari, sinif etiketi
tirl,, Ornek sayist gibi temel istatistiksel veriler temel
almmustir. Her bir veri seti tiirii igin Oznitelik secimi,
ornekleri ¢ogaltma ve kolektif metot se¢imi gibi g
bilesenin temel alindigt belirtilmistir. AMCS’nin deneysel
uygulamalarinda test amagli segilen her bir veri seti igin bu
ii¢ bilesenin degisiklik gosterecegi vurgulanmustir. Bilinen
bes kolektif smiflandiricist ile yapilan performans
karsilastirmalarinda dnerilen AMCS yontemin daha bagarili
sonuglar verdigi yazilmustir.

Calismamizdaki amag¢ kolektif 6grenici topluluklarinin
dengesiz veri kiimeleri izerindeki siniflandirma basarilarini
incelemek ve en basarili yontemin belirlenmesini
saglamaktir. Caligmamizin geriye kalan kismi {i¢ ana
bolimden olusmaktadir.  Ikinci bélimde  komite
siniflandiricilarinin -~ agiklanmasia, tdglinci  bolimde
dengesiz veri setleri i¢in kullanilabilecek en uygun
performans Olgiitiine, dordiincii bolimde ise elde edilen
deneysel sonuglarin incelenmesine ve son bdliimde de
yorumlara yer verilmistir.

2. KOLEKTIF SINIFLANDIRICILAR (ENSEMBLE
CLASSIFIERS)

Her bir kolektif siniflandirict teknigi tekil bir siniflandirict
kullanmak zorundadir. Bilindigi tizere tekil siniflandirict
olarak yaygin bir kullanim alanina sahip karar agaclari,
destek vektdr makineleri, Naive Bayes metodu, lineer
ayiricilar ve yapay sinir aglari gibi algoritmalar mevcuttur.
Hizli egitilebilmeleri, cabuk siniflandirma yapabilmeleri,
dogruluk oranlarinin yiiksek olmasi ve seffaf bir yapida
(white box) olmalar1 nedeniyle karar agaclar1 kolektif
yontemlerde tekil Ogrenici olarak kullanilirlar [9].
Calismamizda, aym tekil simiflandirict tiim kolektif
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Ogrenicilerde  kullanilarak  kiyaslama
miimkiin olmustur.

yapilabilmesi

2.1.Karar Agact (Decision Tree)

Siniflandirma  agaglar1  sorgu noktasii  bir  sinifa
yerlestirmeyi amaglar. Karar agaci yonteminde, bir agag
yapist olusturulur. Agacin yapraklar1 {izerinde siif
etiketleri ve govdeden yapraklara giden ¢izgiler lizerinde de
islemeler yer almaktadir. Agacin olusturulmas: sirasinda,
iizerinde egitim yapilan veri setinde her bir sinif etiketinin
entropi degerlerine dayali bdlimleme yapilir. Bu islem,
Ozyinelemeli bir sekilde tekrarlanir ve tekrarlama iglemi
Onemini yitirene kadar siirer. ID3 ve C4.5 en bilinen
yontemlerdendir. CART (Classification And Regression
Tree) ise hem siiflandirma hem de regresyon islemi yapan
karar agacinin kisaltilmis adidir.

2.2.Bagging

Bagging (Bootstrapping Aggregation) metodu, var olan bir
egitim setinden yeni egitim setleri tiireterek temel
Ogreniciyi yeniden egiten bir yontemdir. Bagging’de amag
yeni veri setleri tiireterek farkliliklar1 olusturmak ve bu
sayede toplam siniflandirma basarisini artirmaktir. Egitim
setinden yaklasik olarak %63,2 kadar orijinal 6rnek rastgele
aliir ve alan 6rneklerden bazilari ¢ogaltilarak egitim seti
%100’e tamamlanir. Bu yontemle birbirinden farkli bir
miktar egitim seti elde edilir. Her egitim seti ayni temel
Ogreniciye uygulanir ve alman kararlar agirlikli oylama
yontemiyle birlestirilir [10]. Egitim setinden %63.2 kadar
ornek segilmesindeki neden su formiille agiklanir:

1 n
(1 ——) ~e1=0368 M
n
Burada 7 islem sayisin1 veya eleman sayisini gosterir. n
degeri sonsuza giderken dogal logaritma tabani olan e
sayisinin tersi elde edilmis olur.(1 — 0,368 = 0.632)

N sonsuza giderken Bu yontemle orijinal egitim
kiimesinden yaklasik olarak %36’s1 biiylik ihtimalle hic¢bir
zaman secilmemis olacaktir. Bagging yOnteminde
secilmeyenlerin se¢ilmesini saglamak icin egitim setinden
%63,2 kadar ornek rastgele segilir ve yeni bir egitim seti
olusturulur.

2.3. AdaBoost

AdaBoost en ¢ok kullanilan ardisik topluluklarla 6grenme
(Boosting)yontemidir ve ilk olarak Freund ve Schapire
tarafindan  Onerilmigtir  [11]. Diger yontemlerle
kiyaslandiginda tahmin hizinin yiiksek olmasi, daha az
hafiza kullanmasi, uygulanabilir olmasi gibi 6zelliklerinden
dolayi tercih edilmektedir.

Ogrenicilerin egitilecegi drneklerin se¢iminde dnceki temel
Ogrenicilerin  hata  yaptiklart  Orneklere  dncelik
verilmektedir. Diger bir kolektif dgrenme metodu olan
Bagging yonteminde her bir iterasyonda tiim Orneklerin
egitim kiimesine secilme sanslari ve olasiliklart aynidir.
Fakat Boosting’de her iterasyonda orneklere ait secilme
olasiliklart gilincellenmektedir. Bu da dogru verilen
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kararlardan ¢ok, yanlis verilen Kkararlar {izerine
odaklanilmasini  saglayan bir yontem  olmasin

saglamaktadir [12]. Bu sayede sistemin daha dogru tahmin
yapmast saglanmis olmaktadir.

AdaBoost algoritmasi, zayif siniflandiricilardan olugan bir
topluluk ile caligir. Zay1f siniflandiricilar veri setindeki her
bir Oznitelikten olusturulur. Komitedeki bu
siiflandiricilarin karar sinirlart her bir 6znitelik i¢in pozitif
ve negatif 6rneklerin agirlikli ortalamasi ile bulunur. Hata
orani en diisiik olan zay1f siniflandiricilar kullanilarak giiglii
bir siniflandirict olusturur. Bu sayede giiclii smiflandirict
icerisinde yer almayan zayif smiflandiricilara iliskin
Oznitelikler elenmis olur. AdaBoost yonteminin kaba kodu
(pseudo code) su sekildedir [13]:

Adim 1: Veri setindeki n adet egitim ornek {(x1,y;), ...
J(Xn,yn)} seklinde verilmis olsun. y; € {—1,+1},x; € X
tanimlamasinda x;, her bir 6rnegin simf etiketi; y; ise
regresyon algoritmasinin verdigi karardir. Pozitif drnekler
icin y; = +1, negatifler i¢in y; = —1 olsun.

Adim 2:a pozitif orneklerin, b de negatif 6rneklerin sayisi
olmak iizere n=a+b’dir. Agirliklar w,; = olacak

sekilde her y; € {0, +1} igin ilklenir.

2b°21

Adim 3: 1 gevrim sayis1 olmak iizere, her bir t=1, ... ,[ i¢in:
Wi,i

a) Agirliklar normalize edilir: w, ; « ——
! Zj=1 tj

b) Veri setinde bulunan her bir j 6zniteligi i¢in,
bu j Ozniteligini kullanan A4; siniflandiricisi
egitilir. wy agirhigina bagli olarak hata orani su
sekilde bulunur:g; = Y, Wilh]- (x;) — yi|

¢) En az g hatasma sahip h; siniflandiricist
secilir.

1-e;

d) Agirliklar giincellenir: w1 ; = wy; 53,

Burada x; dogru olarak siniflandirma yaptiysa e; = 0, aksi
halde e; = 1 olur. f; = 18—2 olarak hesaplanir.
—et

Adim  4:a, = log# olarak  alindiginda  h(x)
—Pt

siniflandiricisinin son durumu su sekilde olur:

1 I

1
ho =]t e 25 a @)
t=1 t=1
0, diger durmlar

AdaBoost yonteminde, en giiclii zayif siniflandiricilarin bir
araya  getirilmesiyle gilicli ~ bir  simflandiricinin
olusturulmasi amaglanmaktadir. Bunun icin bu teknikte
islemler her bir egitim 6rnegi icin esit bir D dagilimyla
baslar. Her ¢evrimde siniflama performansina bagli olarak
en iyi zayif smflandirict tespit edilir ve agirliklar
giincellenir. Giincellenen degerler ile bir olasilik dagilim
fonksiyonu elde edilir. Ilerleyen adimlarda da bu islemler
tekrarlanir. Belirlenmis sayidaki islem sonucunda en giiglii
zayif  smiflandiricilarin - birlestirilmesiyle  yiiksek
performansli bir siniflandirici elde edilmis olur.
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2.4. Dagging

Dagging yontemi ilk olarak Ting ve Witten tarafindan
onerilmistir [14] ve Bagging yontemi ile benzerlikler
tagimaktadir. Bagging’de c¢oklama islemi varken burada
ayrik alt veri kiimeleri olusturma vardir. Bu meta
smiflandirict 6ncelikle veri setini belirli bir sayida ayrik
boliimlere ayirir. Her bir ayrik alt kiime belirli veri 6grenici
ile egitilir. Sistemin verdigi karar ise alt kiimelerin
verdikleri kararlarin ortalamasiin alinmasi ile yapilir.
Ebetteki bu yontem yogun bir veri setinde iyi bir
siniflandirma performansi sergiler.

2.5. Decorate

Melville ve Mooney tarafindan 6nerilen baska bir yontem
ise Decorate meta algoritmasindir [15]. Bu yontemde ayn1
veri seti lizerinde farkli kararlar verebilecek bir birinden
farkli siniflandiricilarin  inga edilmesi vardir. Temel
smiflandirict olarak karar agaclari tercih edilmektedir.
Burada kolektif siniflandiricilar toplulugunda farkliliklarin
(diversity)  olusturularak  kiimiilatif  siniflandirma
basarisinin artirilmasi igin olasilik tabanli yapay yeni veri
setleri tiretilmektedir. Her bir veri seti farkliligi
olusturmaktadir ve toplam karar agirlikli oylama (majority
voting) ile bulunmaktadir.

2.6.Rastsal altuzaylar (Random SubSpaces)

Rastsal  altuzaylar, Rastsal Ormanlar tekniginin
genellestirilmig bir tiiriidiir. Rastgele ormanda temel
smiflandirict  olarak  karar  agaglarmin  kullanildig:
bilinmektedir. Rastsal Altuzaylarda ise temel siniflandirict
olarak farkli smiflayicilar segilebilmektedir. Rastsal
altuzaylar yonteminde, belirli bir 6grenicinin egitim setinin
farkli 6znitelikleriyle egitilmesiyle siniflandirma basarisini
artirmast hedeflenir. Burada egitim setinin boyutlari
azaltilarak yeni egitim setleri olusturulur. M O6zniteligi
bulunan bir veri setinden rastgele N adet 6zniteligi bulunan
(N<M) yeni veri setleri tiretilir. Yani egitim setinde
bulunan bazi 6znitelikler silinip yeni egitim setleri tiiretilir.
Daha sonra aymi temel Ogrenici ile bu egitim setleri
iizerindeki simiflandirma basarist hesaplanir. Ogrenicinin
tiiretilen veri setleri lizerindeki kararlar birlestirilerek ortak
siniflandirma karar1 olusturulur [16].

3.  PERFORMANS OLCUM  KRITERLERIi
(PERFORMANCE MEASUREMENT CRITERION)

3.1.Capraz Gegerleme (Confusion Matrix)

Smiflandiricilarin bir veri seti iizerindeki siniflandirma
performansi, c¢apraz gecerleme islemiyle test edilir.
Literatiirde ¢esitli capraz gecerleme yontemleri vardir.
LOO, 10-Fold ve 5x2 c¢apraz gegerleme bunlardan
bazilaridir. Caligmamizda 10-Fold c¢apraz gegerleme
kullanilmistir. Bu yontemde veri seti 10 par¢aya boliiniir,
bir pargasi test seti kalan dokuz pargasi da egitim seti olur.
Siniflandirma iglemi bu boliimlemeye gore yapildiktan
sonra sirastyla kalan onluk pargalar test seti olur. Her bir
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parcanin dogruluk orani hesaplanir ve genel ortama
alindiktan sonra siniflandirma basaris1 bulunmus olur.

3.2. Karmagiklik Matrisi (Confusion Matrix)

Siniflandirma  modellerinin ~ basarimlart  ile  ilgili
degerlendirmelerin yapilabilmesi i¢in Karmasiklik Matrisi
kullanilmaktadir. “Hata Matrisi” olarak da
isimlendirilebilecek bu yontem bu iki sinifli bir veri seti ile
alakali belirli bir siniflandiricinin verdigi sonug su sekilde
olur:

Tablo 1. Karmasiklik Matrisi

(Confusion Matrix)

Tahmin Edilen Sinif
Cy C,
&g
[}
RS C, FP TN

Ci ve C, sinif tiirleri olmak tizere TP (True Positive) dogru
siniflandirilmis pozitif 6rnek sayisini, TN (True Negative)
dogru smiflandirilmis negatif ornek sayisini, FP (False
Positive) yanlis siniflandirilmig pozitif 6rnek sayisini, FN
(False Negative) de yanlig siiflandirilmis negatif 6rnek
sayisint  gostermektedir. Dogruluk (4ccuracy), Hata
(Error), Netlik (Presicion), Hassasiyet (Recall), F1-Score
ve MCC gibi basart 6lgiitleri bu tablodan yararlanilarak
bulunmaktadir.

3.3.81fir Kurali (Zero Rule)

Iki smufli verilerde simiflandirma bagsarist  dogruluk
(Accuracy) degerine bakarak degerlendirilmesi biiyiik bir
hatadir. Ornegin iki stnifl1 bir veri setinde bir simif etiketinin
bulunma olasilig1 0.95 oraninda ise rastgele siniflandirma
basarist (Zero Rule) en az %95 olmalidir. Her hangi bir
algoritma, rastgele smiflandirma islemi olan Zero Rule
degerinden daha yiiksek sonuclar vermelidir. Bu nedenle
dengesiz veri dagilimlarin oldugu veri setlerinde dogruluk
basari orani i¢in MCC 6l¢iitii daha uygundur.

3.4. MCC

MCC  (Matthews  Correlation  Coefficient), simf
dagilimlarimin dengesiz oldugu durumlarda bile en iyi
sonucu vermektedir. MCC’de ¢ikt1 degeri -1 ile +1 arasinda
degigmektedir. 0 degeri rastgele siniflandirma durumunu, -
1 degeri var olan gercek degerler ile siniflandiricinin verdigi
kararlarin = tamamen  birbirinden  zit  oldugunu
gostermektedir. +1 ise siniflandirma bagarisinin tam dogru

oldugunu gostermektedir. MCC degeri su sekilde
hesaplanir [17]:
MccC
TP XTN — FP X FN 3)

- J (TP + FP)(TP + FN)(TN + FP)(TN + FN)
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+1 degerine yakin MCC sonucu siniflandiricinin oldukca
basarili bir sonug verdigini gosterir.

4. DENEYSEL SONUCLAR(EXPERIMENTAL RESULTS)
4.1.Veri Kiimelerinin Hazirlanmasi (Dataset Preperation)

UCT veri setleri ortak kullanima agiktir ve gergek hayattan
alan verilerle olusturulmustur. Bu veri setlerindeki sinif
tiirleri genel olarak dengeli bir dagilima sahiptir. Ancak 10
adet iki sinifli gercek veri seti esit bir dagilima sahip
olmadigi i¢in secilerek ¢alismamiza dahil edilmistir. Cok
sinifli veri setlerinden bazilar1 segilerek bu veri setlerinde
bulunan iki sinif tiirtine ait 6rnekler alinip yeni bir veri
setine aktarilmigtir. Bu sayede 8 adet dengesiz veri seti
yapay olarak tiiretilmistir. Veri setlerinde bulunan tiim
nominal degerler ikili sayisal degerlere doniistiiriilmiis
kayip degerler yer degistirilmis, ve normalizasyon islemi
yapilmustir. Bu islemdeki ama¢ MCC performans dl¢iitiiniin
dengesiz veriler lizerinde kullanilabilmesini saglamaktir.
Tablo 1°de olusturulan veri setlerinin isimleri, Ornek
sayilari, her bir smifa ait 6rnek dagilimlart ve Zero Rule
kuralina gore rastgele siniflandirma basarilar1 verilmistir.
Veri setleri arff formatindadir.

Tablo 2. Kullanilan veri setleri
(Datasets used in the experiments)
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Weka yazilimi ve MATLAB programlama dili ile yukarida
bahsi gecen siniflandiricilarin, 18 adet veri seti lizerindeki
performans analizleri yapilmistir. Belirtildigi iizere tiim
algoritmalarin bagar1 analizleri 10 kat capraz gecerleme ve
MCC kriteri ile yapilmugtr.

Tablo 3. Algoritmalarin parametreleri
(Parameters of Algorithms)

_Temel Itererasyon  Veriseti

Ogrenici sayist (I) Sayist
DT CART 1 1
Bagging CART - 20
Boosting CART 20 1
Random Linear 20 1
Subspaces  Discriminant
Dagging J48 - 20
Decorate J48 - 20

Tablo 3’de her bir algoritmanin hangi parametreleri
kullandig1 belirtilmistir. Rondom Subspace yontemi hari¢
diger tiim yontemler temel 6grenici olarak karar agaclarini
kullanmustir. Bilindigi tizere J48, Weka’da karar agaclarinin
adidir.  Tim  kolektif  Ogrenicilerin  birbiri  ile
karsilastirilabilmesi igin iterasyon sayilari da esit alinmustir.

ZeroRul
Name N “ © erccu ) Tablo 4. Kolektif siniflandiricilarin MCC degerleri
anncal a 783 99 684 0.87 (MCC resuits of the ensemble methods)

anneal b 724 40 684 0.94 é,) 2 2 2 ¢ & g
anneal_c 751 67 634 0.91 5 2 % $ 3 2
autos_a 89 22 67 0.75 g ® < / R/ =3
balance-scale_ a 337 49 288 0.85 anneal a 0.99 0.97 0.98 0.96 0.97 0.96
balance-scale b 337 49 288 0.85 anneal b 1.00 0.98 0.98 1.00 0.99 1.00
breast-cancer 286 85 201 0.70 anneal c 0.93 0.85 0.96 0.90 0.90 0.95
breast-w 699 241 458 0.66 autos_a 0.79 0.69 0.88 0.79 0.72 0.81
colic 368 136 232 0.63 balance-scale a 0.14 0.07 0.42 0.10 0.05 0.02
credit-g 1000300 700 0.70 balance-scale b 0.29 0.07 0.38 0.14 0.08 0.12
diabetes 768 268 500 0.65 breast-cancer 0.17 0.18 0.29 0.24 0.22 0.24
breast-w 0.83 0.90 0.90 0.90 0.90 0.91

glass a P 2 70 0.71 colic 0.61 0.63 0.65 0.64 060 0.64
hepatitis 15 32 133 0.79 credit-g 0.26 0.38 038 028 032 026
Hypothyroid a 3675 194 3481 0.95 diabetes 034 0.47 056 045 042 0.46
ionosphere 351 126 225 0.64 glass a 0.88 0.93 0.95 0.93 0.90 0.93
labor 57 20 37 0.65 hepatitis 0.38 0.53 0.52 041 041 0.43
sick 3772 231 3541 0.94 hypothyroid a  0.99 0.43 098 097 0.97 0.97
700 a 51 10 41 0.80 ionosphere 0.75 0.71 0.84 0.85 0.78 0.86
— labor 0.69 0.60 0.70 0.71 0.69 0.69
sick 0.87 0.58 0.79 0.63 0.75 0.81
j‘fg‘ffg}fzg”l‘l”n Uvgulanmast — (Applications of 200 _a 1.00 1.00 0.98 1.00 1.00 1.00
ORTALAMA  0.66 0.62 0.74 0.63 0.64 0.67

978-1-4673-7386-9/15/$31.00 ©2016 IEEE
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4.3.Deneysel Sonuglar (Experimental Results)

Tablo 4°de biri tekil 6grenici olan karar agaci teknigi ile 5
adet farkli kolektif siniflandiricinin veri setleri iizerindeki
basarilarina yer verilmistir.

Tablo 4’nin her bir satirda bulunan veri seti igin en yiiksek
smiflandirma  bagaris1  gosteren  kolektif  yontemi
vurgulamak i¢in basari orani koyu renk ile gosterilmistir.
Buna gore AdaBoost yontemi digerlerine gore en fazla
yiikksek basariyr elde eden algoritma olmustur. En son
satirda ise her bir algoritmanin basarilar1 ortalama olarak
verilmis ve bu sayede hangi algoritmanin genel olarak daha
basarili oldugu anlagilmaya ¢alisilmustir.

4.4 FRIEDMAN Testi (FRIEDMAN Test)

Her bir 6grenici grubunun ayri ayr1 veri kiimeleri lizerinde
verdigi bu sonuglar1 bir birleri ile kiyaslayarak en basarili
kolektif 6grenicinin tespit edilmesi istenmistir. Bu amagla
dengesiz veri kiimeleri iizerinde en basarili yontemi tespit
etmek igin FRIEDMAN testi kullanilmigtir. Literatiirde
FRIEDMAN testi ANOVA’ya gore daha giivenilir sonuglar
verdigi icin tavsiye edilmektedir[18].Istatistiksel bir
yontem olan bu testte birgok siniflandiricinin elde ettigi
basart degerlerinin kargilagtirmas:  yapilmaktadir. Bu
amagla FRIEDMAN testi i¢in hazirlanmis MATLAB
kodlar1 kullanilmistir [19].

Her bir algoritmanin diger algoritmalar iizerinde
istatistiksel  karsilastirmalar  neticesinde  sagladiklari
istiinliik sayis1 agagidaki tabloda verilmistir. Al, A2, A3,
A4, AS ve A6 algoritmalar1 sirasiyla DT, Bagging,
Boosting, Random Subspaces, Dagging ve Decorate
yontemleridir. Bu tabloda satirlar hep bir algoritmanin
digerlerine gore sagladiklari Gistiinliik sayilaring; siitunlar ise
her bir algoritmanin digerlerin karsisinda kayip sayilarimi
gostermektedir.

Tablo 5. Algoritmalarin iistiinliik sayilar
(Win numbers of each algorithm)

Al | A2 | A3 | A4 | A5 | A6

Al - | 3]0 ] o |21
A2 1 | - o | 1|21
A3 | 7 | 14] - | 9| 7|5
Ad | 3 1 1| - o |1

A5 3 2 0

A6 2 1 3 2 1 -

A3 yontemi yani AdaBoost algoritmasi yatay olarak
incelendiginde Al, A2, A4, AS ve A6’ya gore sirastyla 7,

BILISIM TEKNOLOJILERI DERGISI, CILT: 9, SAYI: 2, MAYIS 2016

14, 9, ve 5 defa tstiin gelmistir. A3 siitunu incelendiginde
ise A4 ve A6’ya toplamda 4 defa yenilmistir. Burada iki
algoritma birbiri ile karsilastirilirken belirli bir veri seti
tizerinde elde edilen 10 Kat ¢apraz gecerleme sonucu ele
aliarak yapilmstir. Her bir algoritma i¢in yapilan 10 Kat
capraz gecerleme islemi sonucunda elde edilen 10 adet
yiizdelik basar1 degeri diger teknikler ile karsilastirilirken
istatistiksel anlamliligin belirlenmesinde kullanilmaktadir.

FRIEDMAN testindeki algoritmalarin ortalama seviye
(Average ranks) degerleri ise Tablo &’da verilmistir.

Tablo 6. Algoritmalarin FRIEDMAN testi sonuglari
(FRIEDMAN Test Results of Algorithms)

Al A2 A3 A4 A5 A6

Test
Sonuglari

0,92 { 0,76 | 2,21 | 0,81 | 0,71 | 1,08

Tablo 6’da da goriildiigii iizere elde edilen bu sonuglara
gore dengesiz veri setleri T{izerinde siniflandirict
topluluklarinin basari siralamasi yapilacak olursa sirasiyla
AdaBoost, Decorate, Karar Agaclari, Rastsal Alt uzaylar,
Baggin ve  Dagging’dir.  Diger  algoritmalarla
kiyaslandiginda 2,21°lik test sonucu ile AdaBoost
yonteminin en yiiksek performansi gosteren siiflandirict
oldugu goriilmektedir. AdaBosst ve Decorate diginda diger
kolektif yontemler tekil bir siniflandirici olan karar
agaclarindan daha diisiik bir performansa sahiptir. Ayrica
Baggin ve Dagging yontemleri ¢alisma prensipleri
itibartyla birbirlerine benzedikleri i¢in benzer bir basari
oranina sahiptir.

5. DEGERLENDIRME (EVALUATIONS)

Temel istatistiksel degerler ve FRIEDMAN testi sonuglari
baz alindiginda AdaBoost yonteminin, temel 6grenici olan
karar agac1 ve diger dgrenici topluluklarina gore en bagarili
yontem oldugu anlasilmistir. Bunun nedenini su sekilde
aciklamak miimkiin olabilir. AdaBoost, her bir ¢evrimde
kendini seyrek dagilima sahip sif tiiriine kars1 egitebildigi
icin toplamda daha yiiksek basari sunabilmistir.

Bilindigi iizere Bagging, Dagging ve Decorate
yontemlerinde yapay yeni veri setleri tiireterek ayni
siiflandiricinin egitilmesi s6z konusudur. Bu {i¢ yontem
goriildiigli lizere birbirlerine yakin basar1 gostermiglerdir.
Sinif dagilimi dengeli olmayan bir veri setinden degisik
yontemlerle yeni veri setleri tiiretildiginde de dengesiz yeni
veri kiimeleri ortaya ¢ikmaktadir. Dagilimlar1 dengesiz veri
setlerinde de yeteri diizeyde farkliliklar (diversity)
olusturulamayacag1 icin toplam basar1 yiikselemeyecek
aksine disecektir. Bu yontemlerde temel Ogreniciler
kendilerini seyrek smuf tiiriine gore yeteri diizeyde
egitememekte  ve  istenilen  kiimiilatif  basariya
ulagilamamaktadir. Bu sebeplerden o6tiirii  Bagging,
Dagging ve Decorate diisik performans sergilemistir.
AdaBoost yontemi bu {i¢ algoritmadan farkli olarak, veri
setinden rastgele secim yaparak yeni smuf tiirleri
olusturmak yerine hatali simiflandirma isleminin hangi
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ornekler ile yapildigini tespit etmekte ve segimleri bu
ormekler iizerinden yapmaktadir. Bu sayede AdaBoost
digerlerine gore daha yiiksek bir basar1 sunmustur.

Random Subspace yonteminde bir veri setine ait
Ozniteliklerden bazilar1 silinerek yeni veri setleri
tiretilmektedir. Bu islemde olusan daha az boyutlu yeni
veri setlerinde belirli bir sinifa ait 6rnek sayilar azinlikta
kalmaya devam edecektir. Daha 6nce oldugu gibi 6grenici
kendini ¢ogunlukta olan sinifa gore egitecek ve sistemde
ister istemez Onyargt durumu kaybolmayacaktir.

Caligmamizda degisik durumlarda kargimiza ¢ikabilecek ve
gercek hayatta var olan dengesiz veri setlerine karsi yiiksek
dogruluk orani veren siniflandirict gruplarmin deneysel
analizi yapilmis ve basar1 siralamasi gergeklestirilmistir.
Literatiirde 6nerilmis degisik siniflandirici topluluklariyla
simif dagilimlar1 dengesiz olan veri setleri ilizerinde uygun
istatistiksel Olgiitlerle performans analizi yapilmustir.
Karsilastirilan yontemler icerisinde en yiiksek performansi
sergileyen algoritma AdaBost olmustur. Siniflandirict
topluluklarinin dengesiz veri setleri lizerindeki basar1 ve
basarisizliklar1 {izerine bir takim degerlendirmeler de
yapilmustir.
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